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1 Informações Gerais
• Áreas de concentração: controle e automação.

• Início: agosto/2017.

• Previsão de término: março/2019.

• Experiência Prévia: é desejável conhecimento em sistemas de controle,
interesse em programação em linguagens como Python e Matlab, e capa-
cidade para trabalho individual e em grupo.

2 Objeto da Pesquisa

2.1 Problemática
Controle Preditivo Baseado em Modelo (MPC) é uma estratégia de controle
avançado que produz ações de controle a partir da otimização iterativa de uma
função objetivo, ocorrendo sobre um intervalo de predição deslizante no tempo,
enquanto toma como base um modelo do sistema dinâmico [3]. A partir da
aproximação local do processo com um modelo linear, MPC linear pode ser
aplicado utilizando mecanismos de compensação e predição de erros entre o
modelo e o processo. Contudo, modelos lineares não são suficientemente precisos
para modelos fortemente não lineares, para os quais MPC linear poderá levar
a um desempenho insatisfatório. Em geral, MPC não linear leva à solução
de problemas de otimização não convexos [8], por isso não existem métodos
eficientes que garantem o cálculo do controle ótimo para tais problemas.

Uma outra questão se refe à otimização em tempo real. Redes Neurais
Recorrentes (RNR) surgiram como uma abordagem promissora, que consiste de
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Figura 1: Arquitetura de uma Rede de Estado de Eco. A camada interna
consiste de unidades com estado que evolue no tempo segundo uma dinâmica
não linear recorrente. O treinamento se dá pela combinação linear dos estados
das unidades do reservatório (camada interna, reservatório), que resulta em um
problema de mínimos quadrados.

uma ferramenta computacional baseada em objetivos que pode resolver diversos
problemas de otimização. Utilizando dualidade e projeção, diversas RNRs fo-
ram desenvolvidas para resolver problemas de programação linear, programação
quadrática e o problema geral de otimização não convexa. Tais RNRs apresen-
taram características desejáveis e atingiram desempenho superior em termos de
convergência global e baixa complexidade de modelo [14, 15, 16].

Além de otimização em tempo real, quando o modelo do processo não é
conhecido, se faz necessário a identificação do sistema [4]. Diversos estudos
sobre identificação e controle de sistemas não lineares empregaram redes neurais
[11, 10]. RNRs demonstraram uma capacidade superior e obtiveram sucesso em
aplicações de modelagem e controle de sistemas dinâmicos não lineares [10].

Mais recentemente as Redes de Estado de Echo (ESN, Echo State Networks)
demonstram grande potencial de modelagem com um problema de treinamento
relativamente simples. ESNs são modelos de aprendizagem dinâmicos compos-
tos por duas partes: uma rede neural recorrente com ponderação fixa e uma
camada de saída de pesos adaptativos, conforme ilustra a Figura 1. A partir da
resolução de um problema de mínimos quadrados, os pesos da camada de saída
são treinados para a rede reproduzir padrões temporais. Tais redes obtiverem
resultados promissores na identificação e controle em malha-fechada de sistemas
dinâmicos [9, 13, 2, 1, 6, 7].
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Figura 2: Estrutura básica de um riser.

2.2 Objetivos
Motivado pelos resultados promissores discutidos acima, este projeto de mes-
trado visa desenvolver e aplicar uma estratégia de controle MPC baseada em
redes neurais recorrentes para sistemas não lineares desconhecidos. A estratégia
irá seguir a metodologia proposta em [12], que relaxa o problema de otimização
não convexa com um problema quadrático convexo definito a partir uma linea-
rização Jacobiana. A estratégia será aplicada ao controle anti-golfada de poços
e risers de petróleo e gás [5].

Os objetivos específicos são:

1. Estudar estratégias de MPC baseadas em Redes de Estado de ECO para
controle de sistemas dinâmicos não lineares desconhecidos.

2. Implementar e testar as estratégias de MPC baseadas em ESNs com apli-
cações ao controle anti-golfada de poços e risers de petróleo.

3 Metodologia
O plano de trabalho consiste de etapas metodológicas delineadas no sentido de
se atingir os objetivos propostos. São elas:

1. cursar disciplinas básicas e especializadas da pós-graduação durante o 3o

e 4o bimestre de 2017;

2. estudar a teoria básica sobre Redes Neurais Recorrentes, com ênfase em
Redes de Estado de Eco;

3. estudar a teoria básica sobre MPC para sistemas dinâmicos não lineares
desconhecidos, realizando implementações didádicas para dominar esta
tecnologia;

4. revisar a literatura técnica relacionada a RNRs, ESNs e MPC;
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5. implementar modelos de simulação de poços e risers de petróleo em am-
bientes de simulação, tais como Modelica e Matlab;

6. implementar e testar estratégias de MPC baseado em ESNs para controle
anti-golfada de poços e rises;

7. redação e submissão de artigos;

8. redação e defesa da dissertação de mestrado.

Está previsto o aprofundamento técnico-científico com estudos as serem re-
alizados nas seguintes disciplinas:

1. Disciplinas a serem cursadas no 3o bimestre de 2017:

• (a) DAS-410036 Metodologia Científica, 2 créditos.

2. Disciplinas a serem cursadas no 4o bimestre de 2017:

• (a) DAS-410036 Metodologia Científica, 2 créditos.

• (b) DAS-410066 Controle Preditivo, 2 créditos.

As ferramentas de desenvolvimento incluem: Modelica; Python; Pacote Sun-
dials para simulação e solução numérica de equações diferenciais; Ferramenta
de controle de versão de software Git.

Outros Membros da Equipe:

• Dr. Marcelo Lima (Pesquisador CENPES Petrobras)

• Doutorando Marco Aurélio Schmitz de Aguiar (PPGEAS)

• Mestrando Jean Jordanou (PPGEAS)
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